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Классификация форм отраженного импульса альтиметра (ФОИА) – один из важнейших этапов обработки данных спутниковой альтиметрии. В зависимости от её результатов выбирается соответствующий классу алгоритм ретрекинга (обработки формы отраженного импульса) [1]
В исследовании использовались ФОИА альтиметрических измерений спутников Jason–1/2/3 в частотных диапазонах Ku и C с акватории Рыбинского водохранилища за период с 17 января 2002 г. по 30 ноября 2020 г. Каждая ФОИА содержит 104 отсчёта, поэтому после объединения каналов одно наблюдение описывается 208 признаками. Обработано 3350 файлов, образующих 1675 пар Ku+C Цель работы состояла в автоматическом выделении групп наблюдений со сходной формой сигнала без предварительной классификации.
Прямая плотностная кластеризация исходных данных затруднена высокой размерностью, случайными колебаниями амплитуды, смещениями пика и локальными искажениями. Для построения более устойчивого пространства признаков использован одномерный свёрточный автоэнкодер [2]. Перед обучением сигналы Ku и C нормировались по максимуму независимо друг от друга и подавались в сеть как тензор размера (2, 104). Энкодер содержал свёрточные слои с 16, 32 и 64 каналами, функции активации ReLU [3] и два слоя пулинга. Декодер выполнял обратное преобразование с помощью линейного слоя и транспонированных одномерных свёрток.
Модель обучалась по функции потерь SmoothL1Loss с параметром beta = 0,05 [4]; для оптимизации применялся метод Adam [5] с шагом 0.001. Данные 2020 г. использовались для валидации, остальные годы — для обучения. Сравнение латентных пространств размерности 8 и 32 показало, что 32-компонентное представление несколько точнее восстанавливает исходный сигнал, однако восьмикомпонентное представление лучше подавляет нестабильные детали и формирует более компактную структуру для кластеризации. В итоговой схеме каждый исходный вектор из 208 значений заменялся восемью латентными признаками. После обработки всей выборки получена матрица размером (294340, 8).
Кластеризация латентных векторов выполнялась алгоритмом HDBSCAN [6], который не требует заранее задавать число групп и относит нетипичные наблюдения к шуму. Анализ проводился для всей выборки, сезонов и отдельных месяцев. Зимой выделено 5 кластеров при доле шума 3,87 %, летом — 4 кластера при 19,46 %. Весной и осенью доля шумовых точек возросла соответственно до 44,86 и 43,84 %, что указывает на повышенную неоднородность отражённого сигнала в переходные сезоны.
Месячный анализ подтвердил сезонную изменчивость. В январе–апреле доля шума составляла около 
2–7%, а большинство наблюдений входило в один крупный кластер. В мае–сентябре выделялось 5–6 кластеров, доля шума достигала 15–33%. Максимальная неоднородность отмечена в октябре и ноябре: 45,63 и 47,43 % шумовых точек соответственно. Для каждого периода сформированы средние волновые формы в каналах Ku и C со стандартными отклонениями, а также таблицы координат и меток кластеров.
Предложенная схема объединяет нормировку волновых форм, нелинейное сжатие признаков свёрточным автоэнкодером и плотностную кластеризацию. Сильное сжатие действует как регуляризация: сохраняет устойчивые характеристики формы сигнала и уменьшает влияние локального шума. Полученные кластеры могут использоваться для пространственного и сезонного анализа типов отражённого сигнала, а ошибка реконструкции — для поиска редких и аномальных наблюдений.
По полученным результатам была сформирована база данных значимых высот волн для акватории Рыбинского водохранилища, которая будет полезна для исследования волнового режима водоема.
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