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Представлены результаты цифрового картографирования кислотности (pH водной суспензии) 
в  0–30 см слое почв Предсалаирья (Тогучинский район, Новосибирская область) с  исполь-
зованием архивных данных, 9 наборов предикторов и  алгоритма RF (англ. Random Forest), 
реализованного на онлайн-платформе Google Earth Engine. Архивные данные по pH почв за 
период с  1983 по  1994 г. были получены из материалов исследований Западно-Сибирского 
государственного научно-исследовательского и проектно-изыскательского института по зем-
леустройству (ЗапСибНИИгипрозем). Моделирование проведено на основе различного 
количества предикторов в  наборе: 92 (все); 37 (рельеф); 26 (климат); 17 (растительность); 
10  (почвенные свойства); 2 (пространственное положение); 10 (по 2  доминирующих пре-
диктора из каждой группы факторов почвообразования); 22 (по 5 доминирующих предикто-
ров из каждой группы факторов почвообразования); 42 (по 10  доминирующих предикторов 
из каждой группы факторов почвообразования). Обучающий набор данных (ОНД) содержал 
сведения по pH в слое почв 0–30 см для 612 почвенных разрезов, а валидационный (ВНД) — 
для 110. Значения коэффициентов детерминации у  моделей с  разными наборами предикто-
ров для обучающего набора данных (R 2

ОНД) находились в  диапазоне 0,70–0,86, что демон-
стрирует высокую объясняющую способность моделей. Однако коэффициенты детерминации 
для валидационного набора данных (R 2

ВНД) менялись в диапазоне 0,05–0,28, что указывает на 
слабую обобщающую способность моделей на независимых/новых данных, т. е. модели объяс-
няли вариацию кислотности почв немного лучше, чем среднее значение. Уменьшение коли-
чества предикторов в моделях до 42 и 22 не привело к существенному увеличению R 2

ОНД (0,85 
и 0,84 соответственно) и R 2

ВНД (0,25 и 0,28 соответственно) по сравнению с моделью с 92 пре-
дикторами (R 2

ОНД = 0,86; R 2
ВНД = 0,23). Сравнение всех моделей показало, что у  модели 

с  22 предикторами самые лучшие показатели эффективности моделирования: R 2
ОНД = 0,84; 

R 2
ВНД = 0,28; RMSEВНД = 0,44 (англ. Root Mean Square Error); MAPEВНД = 4,8 (англ. Mean 

Absolute Percentage Error); MAEВНД = 0,29 (англ. Mean Absolute Error). Значения pH водной 
суспензии почв варьировали в  пределах 4,6–8,8. Согласно составленной карте, изучаемые 
почвы относятся к  группам с  сильнокислой (5,0–6,0), слабокислой (6,0–6,5), нейтральной 
(6,5–7,5) и  слабощелочной (7,5–8,5) реакцией среды. Сильнокислые и  слабокислые почвы 
выявлены в  северной, западной и  южной части Тогучинского района, а  почвы восточной 
и частично центральной части района характеризовались нейтральной и слабощелочной реак-
цией среды.
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Введение

Кислотность (реакция среды, pH) почв считается одним из наиболее важных показателей, 
поскольку наряду с  другими агрохимическими свойствами (гумусом, азотом, фосфором, 
калием) определяет уровень плодородия почвы и  оказывает значительное влияние на рост 
растений и почвенных микроорганизмов, химические и биогеохимические процессы, круго-
ворот питательных веществ и  общие экосистемные услуги (Клебанович, 2015; Лукин, 2021; 
Широких и др., 2004).

Карты кислотности почв необходимы для оценки их пригодности для возделывания 
сельскохозяйственных культур, а  также для планирования мероприятий по  проведению 
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химической мелиорации. Значительное пространственное варьирование pH обусловли-
вает необходимость её картографирования с  применением современных методов, реализа-
ция которых успешно осуществляется с  использованием базы данных лабораторно-поле-
вых обследований почв, геопространственных данных о  предикторах и  алгоритмов машин-
ного обучения. Алгоритмы машинного обучения позволяют осуществлять количественную 
оценку многомерных и  нелинейных взаимосвязей между свойствами почв и  переменными 
окружающей среды в  разнообразных почвенных ландшафтах (Heung et  al., 2016). Алгоритм 
RF (англ. Random Forest), применяющий метод бэггинга, является распространённым алго-
ритмом ансамблевого обучения, используемым в  цифровом почвенном картографирова-
нии (Dal Molin Ribeiro, dos Santos Coelho, 2020). В работе (Adeniyi et al., 2023) при сравнении 
5  алгоритмов машинного обучения (RF, Cubist, SVM (англ. Support Vector Machine), GLM 
(англ. Generalized Linear Model), GBM (англ. Gradient Boosting Machine)) для картографирова-
ния pH показано, что алгоритм RF продемонстрировал самую наименьшую ошибку модели-
рования RMSE (англ. Root Mean Square Error), равную 0,32, тогда как у остальных алгоритмов 
значения RMSE были больше и  варьировали в  пределах 0,42–0,50. В  другом исследовании 
(Suleimanov et  al., 2025) при картографировании pH установлено, что производительность 
алгоритма RF с  остаточным кригингом (RMSE = 0,58) незначительно превзошла алгоритм 
RF без модификации (RMSE = 0,60).

Выбор наиболее важных предикторов из множества характеристик окружающей среды, 
получаемых из данных дистанционного зондирования Земли и  результатов моделирова-
ния, является распространённой темой для дискуссий в работах с использованием алгорит-
мов машинного обучения в  цифровом почвенном картографировании. Для решения этой 
задачи применяются различные методы скрининга экологических переменных/предикто-
ров. Например, в  работе (Huang et  al., 2025) при картографировании pH использовали три 
алгоритма для выбора наиболее важных предикторов: Борута, RFE (англ. Recursive Feature 
Elimination) и  PSO (англ. Particle Swarm Optimization). Результаты этих исследований пока-
зали, что PSO эффективно оптимизировал количество входных переменных при моделиро-
вании алгоритмом RF и  улучшил метрики качества модели. Также оптимизацию моделей 
можно провести уменьшением количества предикторов согласно экспертным подходам, один 
из которых будет рассмотрен в этой работе.

Цель исследования — провести картографирование pH водной суспензии в 0–30 см слое 
почв Предсалаирья с использованием архивных данных, 9 наборов предикторов и алгоритма 
RF, реализованного на онлайн-платформе Google Earth Engine.

Объекты и методы

Исследования проведены на территории Предсалаирья (Тогучинский район, Новосибирская 
область, Российская Федерация) площадью 3925 км2. Район исследования по геоморфологи-
ческому районированию относится к  Кузнецко-Салаирской геоморфологической провин-
ции Алтае-Саянской горной области. В  автоморфных позициях преимущественно распро-
странены выщелоченные и  оподзоленные чернозёмы, тёмно-серые и  серые лесные почвы, 
в полугидромофных — различные подтипы луговых, чернозёмно-луговых, лугово-чернозём-
ных почв. Почвы характеризуются слабокислой, близкой к нейтральной, и нейтральной реак-
цией среды, средне- и тяжелосуглинистым гранулометрическим составом.

Данные по  pH водной суспензии почв за период с  1983 по  1994 г. были получены из 
материалов исследований Западно-Сибирского государственного научно-исследователь-
ского и  проектно-изыскательского института по  землеустройству (ЗапСибНИИгипрозем). 
Исследования проводились на пахотных землях и  естественных угодьях (пастбища, сено-
косы, пойменные участки). Определение pH выполнено потенциометрическим методом при 
соотношении почва : вода 1 : 2,5. Гармонизацию значений pH из разных интервалов глубин 
почвенного профиля до  заданной мощности слоя (0–30 см) выполнили с  использованием 
пакета mpspline2 (https://cran.r-project.org/web/packages/mpspline2/index.html) в программном 
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обеспечении R. Обучающий набор данных (ОНД) содержал сведения по pH водной суспен-
зии в слое 0–30 см для 612 почвенных разрезов, а валидационный (ВНД) — для 110.

Карту pH построили с использованием алгоритма RF (Brieman, 2001), реализованного на 
онлайн-платформе Google Earth Engine (Gorelick et al., 2017). Настройки алгоритма: 200 дере-
вьев, остальные значения гиперпараметров по  умолчанию. Оценка эффективности модели-
рования проведена с  использованием двух подходов: 1) экспертный (формирование ОНД 
и  ВНД выполнено с  учётом минимальных, средних и  максимальных значений изучаемых 
свойств почв в каждом типе и подтипе почв); 2) 10-кратная кросс-валидация — формирова-
ние ОНД и ВНД проведено случайным образом.

В  случае экспертного подхода оценки эффективности моделирования коэффициент 
детерминации (R 2) определяли по графику зависимости между фактическими и предсказан-
ными значениями для двух наборов данных: ОНД (R 2

ОНД) и  ВНД (R 2
ВНД). В  общем случае 

R 2 = 1 означает, что модель идеально эффективна для моделирования, а  R 2 = 0  — модель 
объясняет вариацию изучаемого показателя не  лучше, чем среднее значение. Коэффициент 
R 2

ОНД показывает, насколько качественно модель аппроксимирует фактические данные, на 
которых она обучалась. Показатель R 2

ВНД отражает реальную предсказательную способность 
модели для новых данных, т. е. тех данных, которые не использовали в ОНД. Коэффициент 
R 2

ВНД рассчитывали путём наложения ВНД на карту кислотности, построенную на основе 
ОНД, с  последующим извлечением предсказанных значений в  геопривязанных точках рас-
положения профилей почв и  построением графика зависимости между предсказанными 
и  фактическими значениями. Кроме этого, эффективность моделирования оценивали на 
основе ВНД с  использованием следующих показателей: корень из среднеквадратической 
ошибки RMSEВНД (англ. Root Mean Square Error); средняя абсолютная ошибка MAEВНД (англ. 
Mean Absolute Error); средняя абсолютная процентная ошибка MAPE (англ. Mean Absolute 
Percentage Error).

В  процессе картографирования pH использовали тематические растровые карты преди-
кторов, перечень и название которых представлены в табл. 1.

Таблица 1. Перечень предикторов, использованных в картографировании pH

Сокращённое название/интерпретация Интерпретация

Предикторы, характеризующие климат: WorldClim 2.1 (Fick et al., 2017); архивные карты (Почвенно-
климатический…, 1978). Исходное разрешение WorldClim 1×1 км, преобразованное — 30×30 м

BIO1/Annual Mean Temperature Среднегодовая температура
BIO2/Mean Diurnal Range Среднесуточная разность
BIO3/Isothermality (BIO2/BIO7)×100 Изотермичность (BIO2/BIO7)×100
BIO4/Temperature Seasonality Сезонность температуры 
BIO5/Max Temperature of Warmest Month Максимальная температура самого тёплого месяца
BIO6/Min Temperature of Coldest Month Минимальная температура самого холодного месяца
BIO7/Temperature Annual Range (BIO5–BIO6) Годовой диапазон температуры (BIO5–BIO6)
BIO8/Mean Temperature of Wettest Quarter Средняя температура самого влажного квартала
BIO9/Mean Temperature of Driest Quarter Средняя температура самого сухого квартала
BIO10/Mean Temperature of Warmest Quarter Средняя температура самого тёплого квартала
BIO11/Mean Temperature of Coldest Quarter Средняя температура самого холодного квартала
BIO12/Annual Precipitation Годовое количество осадков
BIO13/Precipitation of Wettest Month Количество осадков в самый влажный месяц
BIO14/Precipitation of Driest Month Количество осадков в самый засушливый месяц
BIO15/Precipitation Сезонность осадков 
BIO16/Precipitation of Wettest Quarter Количество осадков в самом влажном квартале
BIO17/Precipitation of Driest Quarter Количество осадков в самом сухом квартале
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Сокращённое название/интерпретация Интерпретация

BIO18/Precipitation of Warmest Quarter Количество осадков в самом тёплом квартале
BIO19/Precipitation of Coldest Quarter Количество осадков в самом холодном квартале
SRmean/Mean Solar Radiation per year Среднее солнечное излучение за год 
SAT10/Sum of Active Temperatures above 10 °C Сумма активной температуры выше 10 °C
CC/Coefficient of Continentality of Climate Коэффициент континентальности климата
EVAP/Evaporation Испаряемость
CH/Coefficient of Humidity Коэффициент увлажнения
AgPot/Agroecological potential Агроэкологический потенциал
HTC/Hydrothermal coefficient of Selyaninov Гидротермический коэффициент Селянинова

Предикторы, характеризующие рельеф (на основе FABDEM V1-2, разрешение 30×30 м)
ELEV/Elevation Высота над уровнем моря
Slope Крутизна склонов
LS/LS-Factor Коэффициент соотношения длины и крутизны склона
Aspect Экспозиция склонов
CrosSecCurv/Cross-Sectional Curvature Кривизна поперечного сечения
FlowLineCurv/Flow Line Curvature Кривизна линии потока
GenCurv/General Curvature Главная кривизна
LongCurv/Longitudinal Curvature Продольная кривизна
MinCurv/Minimal Curvature Минимальная кривизна
MaxCurv/Maximal Curvature Максимальная кривизна
ProfCurv/Profile Curvature Профильная кривизна
PlanCurv/Plan Curvature Плановая кривизна
TanCurv/Tangential Curvature Тангенциальная кривизна
TotCurv/Total Curvature Общая кривизна
ConvIndex/Convergence Index Индекс конвергенции
Texture/Terrain Surface Texture Рельефная текстура поверхности
Convexity/Terrain Surface Convexity Индекс выпуклости
MassBalans/Mass Balance Index Индекс баланса массы
AnalitHill/Analytical Hillshading Аналитическая затенённость холмов
VallDepth/Valley Depth Глубина долин
TWI/Topographic Wetness Index Топографический индекс влажности
TCA/Total Catchment Area Общая площадь водосбора
RSP/Relative Slope Position Относительное положение на склоне
TPI/Topographic Position Index Топографический индекс положения
TRI/Terrain Ruggedness Index Индекс расчленённости рельефа
CND/Channel Network Distance Расстояние до водотоков (дренажной сети)
CNBL/Channel Network Base Level Базовый уровень водотоков
VisSky/Visible Sky Видимость неба
SkyViewFact/Sky View Factor Фактор видимости неба
PO/Positive Openness Положительная открытость ландшафта
NO/Negative Openness Отрицательная открытость (замкнутость ландшафта)
SSP/Surface Specific Point Специфичные точки поверхности
SlopeLength/Slope Length Длина склона

Продолжение табл. 1
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Сокращённое название/интерпретация Интерпретация

FlowWidth/Flow Width Ширина потока
TVF/Terrain View Factor Коэффициент обзора местности
DAH/Diurnal Anisotropic Heating Суточный анизотропный нагрев
Landform 1 Формы рельефа (6 разновидностей)
Landform 2 Формы рельефа (16 разновидностей)

Предикторы, характеризующие пространственное положение (разрешение 30×30 м)
LONG/Longitude Географическая долгота
LAT/Latitude Географическая широта

Предикторы, характеризующие растительность (на основе Landsat-5 TM, разрешение 30×30 м)
NDVI/Normalized Difference Vegetation Index Нормализованный разностный вегетационный индекс
CTVI/Corrected Transformed Vegetation Index Скорректированный трансформированный вегетаци-

онный индекс 
DVI/Difference Vegetation Index Разностный вегетационный индекс 
NRVI/Normalized Ratio Vegetation Index Нормализованный относительный вегетационный 

индекс
RVI/Ratio Vegetation Index Относительный вегетационный индекс 
SAVI/Soil Adjusted Vegetation Index Вегетационный индекс с коррекцией по почве
TSAVI/Transformed Soil Adjusted Vegetation 
Index

Трансформированный вегетационный индекс с кор-
рекцией по почве

TVI/Transformed Vegetation Index Трансформированный вегетационный индекс 
TTVI/Tiam’s Transformed Vegetation Index Трансформированный вегетационный индекс Тиама 
Band 1/Visible Blue Канал B1 — Видимый синий диапазон
Band 2/Visible Green Канал B2 — Видимый зелёный диапазон
Band 3/Visible Red Канал B3 — Видимый красный диапазон
Band 4/Near-Infrared Канал B4 — Ближний инфракрасный диапазон
Band 5/Near-Infrared  Канал B5 — Ближний инфракрасный диапазон
Band 6/Near-Infrared  Канал B6 — Ближний инфракрасный диапазон
Band 7/Mid-Infrared  Канал B7 — Средний инфракрасный диапазон

Предикторы, характеризующие почву по данным проекта SoilGrids (слой 0–30 см).
Исходное разрешение 250×250 м (Poggio et al., 2021), преобразованное — 30×30 м

pH/Acidity pH водной суспензии (кислотность) 
NITRO/Total nitrogen Содержание общего азота
SOSC/Soil Organic Carbon Stocks Запасы органического углерода в почве
SOC/Soil Organic Carbon Содержание органического углерода
CEC/Cation Exchange Capacity Ёмкость катионного обмена
CLAY/Clay content Содержание ила (глины)
SILT/Silt content Содержание пыли
SAND/Sand content Содержание песка
BD/Soil Bulk Density Плотность сложения почв
Soil Groups (World…, 2006; Poggio et al., 2021) Почвенные группы по международной системе клас-

сификации и номенклатуре почв

Данные проекта WorldClim 2.1 представляют собой глобальную климатическую базу дан-
ных, среди которых данные с аббревиатурой BIO (англ. bioclimatic variables) — набор растро-
вых карт 19 усреднённых (1970–2000) производных климатических показателей, характеризу-

Окончание табл. 1
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ющих не только средние, но и экстремальные, а также сезонные аспекты климата, оказываю-
щие влияние на функционирование всех экосистем (Fick et al., 2017).

Растровые карты предикторов, характеризующих рельеф, построены в программном обе-
спечении SAGA GIS (Conrad et  al., 2015) на основе цифровой модели высот FABDEM V1-2 
(англ. Forest and Buildings removed Copernicus Digital Elevation Model) (разрешение 30×30 м), 
в которой проведена корректировка высоты на участках, занятых лесами и зданиями (Hawker 
et al., 2022).

Усреднённые значения отражения по  каждому каналу (1–7) получены на основе безоб-
лачных снимков со спутника Landsat-5 TM (англ. Thematic Mapper) с  разрешением 30×30 м 
(даты съёмки в  вегетационном периоде: 04.07.1989, 20.05.1990, 21.06.1990, 07.06.1994). 
На основе полученных усреднённых данных по необходимым каналам вычислены вегетаци-
онные индексы (табл. 1) в программном обеспечении SAGA GIS.

В качестве категориального предиктора, характеризующего наземный покров, был исполь-
зован продукт ESA CCI LC (англ. European Space Agency Climate Change Initiative Land Cover) за 
1992 г. (Defourny et al., 2017). Применение данных о наземном покрове позволяет проводить 
моделирование на основе почвенных данных, собранных на разных типах/классах угодий.

Для предикторов, характеризующих свойства почв по  данным проекта SoilGrids (Poggio 
et  al., 2021), было выполнено усреднение посредством суммирования растров по  глубинам 
(0–5, 5–15, 15–30 см) и  деления на  3 (табл. 1). SoilGrids  — это картографический онлайн-
ресурс, созданный ISRIC (англ. International Soil Reference and Information Centre), который 
предоставляет вероятностные карты почвенных свойств и  классификационных названий 
почв для всех континентов Земли.

Моделирование проведено на основе разного количества растровых карт предикто-
ров в  наборе: 92 (все); 37 (рельеф); 26 (климат); 17 (растительность); 10 (почвенные свой-
ства); 2 (пространственное положение); 10 (по два доминирующих предиктора из каждой 
группы факторов почвообразования); 22 (по пять доминирующих предикторов из каждой 
группы факторов почвообразования); 42 (по десять доминирующих предикторов из каждой 
группы факторов почвообразования). Всего использовано 9 наборов растровых карт пре-
дикторов, среди которых 1 набор представлял все имеющиеся предикторы, 5 наборов пред-
ставляли собой сочетание предикторов только по  отдельным факторам почвообразования 
(рельеф, климат, растительность, почвенные свойства, пространственное положение), и ещё 
3 набора  — это сочетание доминирующих предикторов от  каждого фактора почвообразо-
вания (по 2, 5 и  10 предикторов от  каждого фактора почвообразования, а  от группы «про-
странственное положение» только 2 предиктора). Доминирующие предикторы определялись 
на основе оценки степени важности предикторов по индексу IncNodePurity (англ. Increase in 
Node Purity) при поочерёдном запуске алгоритма RF с использованием ОНД и 5 наборов пре-
дикторов, характеризующих отдельные факторы почвообразования (рельеф, климат, расти-
тельность, почвенные свойства, пространственное положение).

Результаты и обсуждение

Описательная статистика для различных наборов данных, касающихся pH водной суспензии 
почв, приведена в табл. 2.

По  фактическим данным значения pH водной суспензии почв варьировали в  преде-
лах 4,6–8,8. Коэффициент вариации во всех наборах составил менее 10 %, что указывает на 
низкую дисперсию pH. Согласно коэффициенту асимметрии, ОБНД и  ОНД имеют слабую 
(близкую к симметричной) правостороннюю асимметрию, а ВНД — слабую левостороннюю 
асимметрию, так как значения находятся в  пределах от  0 до  ±0,5. Согласно коэффициенту 
эксцесса, данные имеют умеренно островершинное распределение, что указывает на нали-
чие незначительного количества выбросов (экстремальных значений). При моделировании 
алгоритмом RF допускается использование данных с анормальным распределением, поэтому 
логарифмирование не проводилось.
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Рис. 1. Ранжирование предикторов по  степени важности (индексу IncNodePurity) в  моделях при кар-
тографировании рН с  использованием 9 наборов предикторов. Условные обозначения предикторов 

см. табл. 1, 3
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Ранжирование предикторов (переменных) при построении модели с  использованием 
алгоритма RF и разных наборов предикторов показано на рис. 1 (см. с. 184). Чем выше зна-
чение прироста чистоты узла в «деревьях» (индекса IncNodePurity), тем больше вклад пере-
менной в  объясняющую способность модели. В  первую десятку по  степени важности для 
картографирования pH при использовании смешанных наборов предикторов входили преди-
кторы, характеризующие рельеф и климат (см. рис. 1а, ж, и, к).

Таблица 2. Описательная статистика для pH водной суспензии  
в слое почв 0–30 см для разных наборов данных

Показатель Наборы данных

ОБНД (n = 722) ОНД (n = 612) ВНД (n = 110)

Среднее 6,6 6,7 6,6
Стандартное отклонение 0,6 0,6 0,5
Минимум 4,6 4,7 4,6
Медиана 6,6 6,6 6,6
Максимум 8,8 8,7 7,9
Коэффициент вариации, % 8,5 8,6 7,8
Коэффициент асимметрии 0,33 0,41 –0,38
Коэффициент эксцесса 1,25 1,18 1,68

П р и м е ч а н и е: ОБНД — общий набор данных; n — объём выборки.

Большая часть из представленных предикторов оказывает опосредованное влияние 
на pH, в  частности, через регулирование факторов окружающей среды. Алгоритм RF среди 
предложенных предикторов выбирает тот, который лучше всего устраняет хаос в данных при 
разбиении дерева (разделение большого объёма входных данных на относительно небольшие 
группы).

Показатели эффективности моделирования pH, рассчитанные с  использованием двух 
подходов (экспертная валидация и кросс-валидация), представлены в табл. 3 и 4.

Таблица 3. Эффективность моделирования pH алгоритмом RF  
(экспертная валидация, n = 110 для ВНД, n = 612 для ОНД)

Количество (название наборов  
предикторов), см. рис. 1

Показатели эффективности моделирования

R 2
ОНД R 2

ВНД RMSEВНД MAPEВНД, % MAEВНД

92 (все предикторы) — рис. 1а 0,86 0,23 0,46 5,1 0,31
37 (рельеф) — рис. 1б 0,84 0,19 0,47 5,3 0,32
26 (климат) — рис. 1в 0,82 0,17 0,48 5,5 0,33
17 (растительность) — рис. 1г 0,81 0,05 0,51 5,9 0,35
10 (почва) — рис. 1д 0,84 0,12 0,50 5,7 0,33
2 (пространственное положение) — рис. 1е 0,70 0,20 0,47 5,3 0,32
10 (по 2 ДП) — рис. 1ж 0,83 0,25 0,44 5,0 0,30
22 (по 5 ДП) — рис. 1и 0,84 0,28 0,44 4,8 0,29
42 (по 10 ДП) — рис. 1к 0,85 0,25 0,45 4,9 0,30

П р и м е ч а н и е : ДП — доминирующие предикторы; n — объём выборки.
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Таблица 4. Результаты (средние значения по итерациям) 10-кратной кросс-валидации  
со случайным отбором валидационной выборки (n = 110 для ВНД, n = 612 для ОНД)

Количество (название наборов  
предикторов), см. рис. 1

Показатели эффективности моделирования

R 2
ОНД R 2

ВНД RMSEВНД MAPEВНД, % MAEВНД

92 (все предикторы) — рис. 1а 0,84 0,31 0,46 5,2 0,34
37 (рельеф) — рис. 1б 0,81 0,23 0,49 5,6 0,37
26 (климат) — рис. 1в 0,79 0,28 0,51 5,6 0,38
17 (растительность) — рис. 1г 0,75 0,09 0,56 6,2 0,41
10 (почва) — рис. 1д 0,78 0,19 0,52 5,9 0,39
2 (пространственное положение) — рис. 1е 0,67 0,22 0,53 5,7 0,38
10 (по 2 ДП) — рис. 1ж 0,80 0,31 0,47 5,3 0,35
22 (по 5 ДП) — рис. 1и 0,82 0,31 0,47 5,3 0,35
42 (по 10 ДП) — рис. 1к 0,82 0,32 0,46 5,2 0,34
22-РМ (по 5 ДП) 0,71 0,31 0,47 5,2 0,35

П р и м е ч а н и е: 22-РМ (по 5 ДП)  — модель с  регуляризацией со следующими настройками: 
30 деревьев; минимальное количество признаков в  «листе» (minLeafPopulation)  — 5; фракция из 
«мешка» (bagFraction)  — 0,6; ограничение признаков на разделение (variablesPerSplit)  — 3; 22 преди-
ктора в наборе (по 5 доминирующих предикторов от каждой группы факторов почвообразования).

Значения R 2
ОНД у  моделей с  разными наборами предикторов находились в  диапазоне 

0,70–0,86, что демонстрирует высокую объясняющую способность моделей (табл. 3). Однако 
значения R 2

ВНД менялись в диапазоне 0,05–0,28, что указывает на слабую обобщающую спо-
собность моделей при использовании независимых/новых данных, т. е. модели объясняли 
вариацию значений pH немного лучше, чем среднее значение. Уменьшение количества пре-
дикторов в  моделях до  42 и  22 не  привело к  существенному увеличению R 2

ОНД (0,85 и  0,84 
соответственно) и R 2

ВНД (0,25 и 0,28 соответственно) по сравнению с моделью с 92 предикто-
рами (R 2

ОНД = 0,86; R 2
ВНД = 0,23). Стоит отметить крайне низкий R 2

ВНД (0,05) у  модели 17 
(растительность), который показывает, что модель с  этими предикторами имеет низкую 
обобщающую способность (табл. 3). Кроме того низкий R 2

ВНД (0,12) был получен для модели 
с  использованием 10 предикторов (почвенные свойства), которые также можно отнести 
к малоинформативным при картографировании pH почв изучаемой территории. Возможно, 
это связано с  недостаточной точностью (низкое пространственное разрешение, отсутствие 
достаточного количества обучающих данных у экспертов) растровых карт SoilGrids, которые 
использовались в качестве предикторов в этом исследовании. Коэффициент R 2

ВНД у моделей 
с применением предикторов других факторов почвообразования (рельеф, климат, простран-
ственное положение) снизился не значительно относительно модели со всеми предикторами 
(92 (все)), поэтому можно считать, что использование доминирующих предикторов от выше-
названных факторов почвообразования будет приводить к получению устойчивых показате-
лей эффективности моделирования. Сравнение всех моделей показало, что у модели с 22 пре-
дикторами самые лучшие показатели эффективности моделирования (экспертная валида-
ция): R 2

ОНД = 0,84; R 2
ВНД = 0,28; RMSEВНД = 0,44; MAPEВНД = 4,8; MAEВНД = 0,29 (табл. 3). 

Умеренное количество предикторов (не слишком мало и  не слишком много) обеспечило 
устойчивость модели, потому что увеличение количества предикторов с 22 до 42 не привело 
к улучшению качества моделирования (R 2

ВНД снизился с 0,28 до 0,25 соответственно).
Метрики качества моделей при проведении кросс-валидации (табл. 4) показали, что 

лучшей является модель с  42 предикторами (R 2
ОНД = 0,82; R 2

ВНД = 0,32; RMSEВНД = 0,46; 
MAPEВНД = 5,2; MAEВНД = 0,34). По  сравнению с  экспертной валидацией, значения R 2

ВНД 
у  моделей при проведении кросс-валидации выше, но они всё также остаются низкими 
(табл. 3, 4). Значительное снижение R 2

ВНД по отношению к R 2
ОНД свидетельствует о переоб-
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учении моделей. Однако, учитывая то, что регуляризация (устранение переобучения) модели 
22-РМ (по 5 ДП) не привела к положительным результатам, говорить о переобучении будет 
не  совсем правильно (табл. 4). Скорее всего, значительное снижение R 2

ВНД по  отношению 
к R 2

ОНД связано с отсутствием подходящего предиктора, учитывая ещё то, что большая часть 
использованных в  моделировании предикторов оказывает опосредованное влияние на pH. 
Анализ литературных данных, связанных с моделированием почвенных свойств, показал, что 
применение нейронных сетей привело к занижению значений R 2 в диапазоне от 0,02 до 0,35 
(Fantappiè et al., 2023). В исследовании (Malone et al., 2009) показано, что значения R 2 < 0,5 
являются приемлемыми в  сложных местностях. Подход цифрового картирования с  при-
менением гиперспектральных данных в  качестве предикторов позволил получить значения 
R 2

ВНД = 0,23. Но перекрёстная проверка (K-fold) качества этой модели показала бόльшие 
значения R 2, равные 0,6 (Gelsleichter et al., 2023). Значение R 2

ВНД сильно зависит от наличия 
выбросов в выборке по сравнению с другими метриками валидации. Низкий R 2

ВНД не озна-
чает, что модель бесполезна, в таком случае необходимо рассматривать абсолютные ошибки 
и пространственные закономерности.

Самый лучший результат моделирования pH алгоритмом RF с использованием 22 преди-
кторов представлен на рис. 2.

Рис. 2. Растровая карта рН водной суспензии в  слое почв 0–30 см (разрешение 30×30 м). Названия 
сельсоветов и  городских поселений Тогучинского района Новосибирской области: 1  — Гутовский; 
2 — Сурковский; 3 — Киикский; 4 — Шахтинский; 5 — Заречный; 6 — городское поселение Тогучин; 
7 — Нечаевский; 8 — Кудринский; 9 — Буготакский; 10 — Борцовский; 11 — Кудельно-Ключевской; 
12  — Вассинский; 13  — Завьяловский; 14  — Кировский; 15  — Степногутовский; 16  — Коуракский; 
17  — Лебедевский; 18  — Чемской; 19  — городское поселение Горный; 20  — Усть-Каменский; 21  — 

Мирновский; 22 — Репьёвский
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Значение RMSEВНД у  этой модели не  превышает стандартное отклонение (табл. 2, 3). 
Соотношение RMSE и  стандартного отклонения (≤1) указывает на то, что ошибка модели-
рования не  превышает естественную изменчивость pH, и  согласно литературным данным 
(Gelsleichter et al., 2023; Malone et al., 2009) это расценивается как удовлетворительный/при-
емлемый результат для прикладных исследований.

В  соответствии с  градациями (Афонасьев, Цыпин, 2008) значения MAPEВНД (<10 %) 
показывают, что точность моделирования высокая. Такое расхождение в  оценке качества 
моделирования удивляет, ведь R 2

ВНД (0,28) низкий (табл. 3). Коэффициент вариации для 
ОНД составил не более 10 % (табл. 2), что указывает на низкую дисперсию pH, т. е. наблю-
дался небольшой разброс данных относительно среднего значения. При таких исходных ста-
тистических параметрах ОНД моделирование pH должно было привести к получению более 
высоких значений R 2

ВНД. По всей видимости, такой результат получен из-за наличия на тер-
ритории исследования удалённых друг от друга точек пробоотбора образцов почв с повышен-
ными или пониженными значениями pH, и такие на самом деле имеются, если посмотреть на 
карту (см. рис. 2). Возможно, поэтому алгоритм RF занизил значения там, где они были отно-
сительно высокими, а в местах, где они были относительно низкими, он их завысил. В целом 
такая особенность работы алгоритма RF продемонстрирована на рис. 3. Наличие простран-
ственных особенностей в распределении pH, а также наличие выбросов, по всей видимости, 
привели к получению низких значений R 2

ВНД у моделей (табл. 3).

а

б

Рис. 3. Сравнение фактических и предсказанных значений рН (модель 22 (по 5 ДП))  
для ОНД (а) и ВНД (б). Значения отсортированы в порядке возрастания фактических рН

На рис. 4 (см. с. 189) показано, что коэффициенты детерминации для ОНД и ВНД разли-
чаются существенно (см. рис. 4а, б). Оптимальным решением для оптимизации модели и, сле-
довательно, повышения R 2

ВНД может стать поиск наиболее информативных предикторов, так 
как для моделирования достаточно небольшого количества наиболее значимых предикторов, 
что снижает риски переобучения и упрощает модель.

Согласно составленной карте (см. рис. 2), а также группировке почв (Вальков и др., 2004) 
почвы Тогучинского района Новосибирской области относятся к  группам с  сильнокислой 
(5,0–6,0), слабокислой (6,0–6,5), нейтральной (6,5–7,5) и слабощелочной (7,5–8,5) реакцией 
среды. Сильнокислые и слабокислые почвы выявлены в северной, западной и южной части 
Тогучинского района. Почвы восточной и частично центральной части района характеризо-
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вались нейтральной и слабощелочной реакцией среды (см. рис. 2). Особенность распределе-
ния значений pH почв в  восточной и  частично центральной части района может быть свя-
зана с особенностями почвообразующих пород (покровные суглинки), которые образовались 
в результате делювиального переотложения материала (смыв со склонов Салаирского кряжа 
водой) и  выветривания коренных магматических, метаморфических и  осадочных пород, 
содержащих в  своём составе кальций-, магний- и  натрийсодержащие минералы, которые 
способствуют подщелачиванию формирующихся на них почв. Почвообразующие породы 
(лёссовидные суглинки) северной, западной и  южной части Тогучинского района имеют 
принципиально иное происхождение  — они сформировались в  результате эоловых (нако-
пление и  переотложение пылеватых частиц ветром) процессов, не  способных перемещать 
крупные частицы первичных минералов, что привело к образованию лёссовидных суглинков 
с меньшим содержанием кальций-, магний- и натрийсодержащих минералов по сравнению 
с покровными суглинками.

	 а	 б
Рис. 4. Зависимость между фактическим и предсказанным рН  

(модель 22 (по 5 ДП)) для ОНД (а) и ВНД (б)

Наибольшие средние значения (pH > 7,5) были характерны для полугидроморфных 
и  гидроморфных почв (лугово-чернозёмных карбонатных; луговых карбонатных, луговых 
солончаковатых, лугово-болотных перегнойных карбонатных; лугово-болотных перегнойных 
солончаковатых), а  наименьшие (pH < 5,5)  — для светло-серых лесных глеевых осолоделых 
(рис. 5, см. с. 190).

Практически во всех типах, подтипах и родах почв диапазон вариации, а также выбросы 
подтверждали наличие значений выше и  ниже указанных средних числовых порогов, что, 
по  всей видимости, связано с  геохимической неоднородностью почвообразующих пород 
(на территории имеются как покровные, так и  лёссовидные суглинки) и  различными при-
родными факторами и  процессами, способствующими подкислению или подщелачиванию 
почв. Более высокие значения кислотности (pH > 7,5) в полугидроморфных и гидроморфных 
почвах обусловлены сочетанием природных факторов и  процессов, среди которых можно 
выделить следующие: 1) почвообразующие породы с  более высоким содержанием первич-
ных и  вторичных минералов кальция, магния и  натрия, способствующих подщелачиванию 
почв; 2) близкое залегание грунтовых вод, способствующих капиллярному подъёму водорас-
творимых форм кальция, магния и  натрия из нижележащих слоёв почвы; 3) продуктивная/
обильная травянистая растительность, поглощающая кальций, магний и  натрий из нижних 
горизонтов и  возвращающая его в  верхние слои в  виде отмерших органических остатков; 
4) слабый дренаж, нейтральная и слабощелочная реакция почвенной среды замедляют вынос 
и  способствуют закреплению кальция, магния и  натрия в  почвенно-поглощающем ком-
плексе почв; 5) привнос водорастворимых солей кальция, магния и натрия благодаря смыву 
с вышележащих позиций рельефа.
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Рис. 5. Варьирование рН водной суспензии в слое почв 0–30 см. Типы, подтипы и роды́ (при наличии) 
почв: 1 — аллювиальные дерновые обычные; 2 — аллювиальные луговые; 3 — аллювиальные лугово-
болотные; 4 — дерново-подзолистые; 5 — луговые выщелоченные; 6 — луговые карбонатные; 7 — лу-
говые обычные; 8 — луговые оподзоленные; 9 — луговые солончаковатые; 10 — луговые солончаковые; 
11 — лугово-болотные перегнойные; 12 — лугово-болотные перегнойные карбонатные; 13 — лугово-
болотные перегнойные солончаковатые; 14  — лугово-чернозёмные выщелоченные; 15  — лугово-чер-
нозёмные карбонатные; 16 — лугово-чернозёмные обычные; 17 — лугово-чернозёмные оподзоленные; 
18 — лугово-чернозёмные солонцеватые; 19 — лугово-чернозёмные солончаковатые; 20 — лугово-чер-
нозёмная солончаковая; 21  — светло-серые лесные; 22  — светло-серые лесные глеевые осолоделые; 
23  — светло-серые лесные остаточно-карбонатные; 24  — серые лесные; 25  — серые лесные глеевые; 
26 — серые лесные скелетные; 27 — тёмно-серые лесные; 28 — тёмно-серые лесные глеевые; 29 — тём-
но-серые лесные остаточно-карбонатные; 30 — чернозёмы выщелоченные; 31 — чернозёмы обыкно-
венные; 32 — чернозёмы оподзоленные; 33 — чернозёмно-луговые выщелоченные; 34 — чернозёмно-
луговые карбонатные; 35  — чернозёмно-луговые обычные; 36  — чернозёмно-луговые оподзоленные; 
37 — чернозёмно-луговые солончаковатые; 38 — солонцы лугово-чернозёмные глубокие; 39 — солон-

цы чернозёмно-луговые глубокие. Объём выборки указан цифрами сверху над диаграммами размаха

Заключение

Оптимизация состава и  количества предикторов позволила выявить наиболее подходящий 
набор предикторов для моделирования pH. В этот набор входили 22 предиктора (по 5 доми-
нирующих предикторов от каждого фактора почвообразования (рельеф, климат, почвенные 
свойства, растительность) + 2 предиктора, характеризующих пространственное положе-
ние). Эффективность картографирования pH водной суспензии почв алгоритмом RF, оце-
нённая по  RMSEВНД (0,44), удовлетворительная, так как RMSEВНД не  превышает стандарт-
ное отклонение (0,5). Оптимизация модели позволила снизить количество предикторов с 92 
до  22 и  получить R 2

ВНД, равный 0,28. По  значению MAPE (4,8 %) точность моделирования 
высокая.

Полученную в  настоящей работе карту можно использовать при разработке агротехно-
логий выращивания сельскохозяйственных культур, в  геопространственном моделировании 
других почвенных свойств и создании картографических веб-сервисов.
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Сбор и  подготовка данных для геопространственного моделирования проведена кол-
лективом стартапа «Агроконсалтинговые услуги». Написание статьи выполнено по  государ-
ственному заданию ИПА СО РАН при финансовой поддержке Министерства науки и  выс-
шего образования Российской Федерации.
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Mapping of soil acidity of Cis-Salair drained plain soils  
using archival data and the Random Forest algorithm

N. V. Gopp

Institute of Soil Science and Agrochemistry SB RAS, Novosibirsk 630090, Russia 
E-mail: natalia.gopp@gmail.com

The results of digital mapping of acidity (pH-H2O) in a 0–30 cm soil layer of the Cis-Salair drained 
plain (Toguchinsky District, Novosibirsk Region, Russia) are presented using archived soil data, 9 sets 
of predictors and the Random Forest (RF) algorithm implemented on the Google Earth Engine online 
platform. Archival data on soil pH for the period from 1983 to 1994 were obtained from the research 
materials of ZapSibNIIgiprozem (West Siberian State Scientific Research and Design and Survey 
Institute for Land Management). The simulation was carried out based on a different number of pre-
dictors in the set: 92 (all); 37 (relief); 26 (climate); 17 (vegetation); 10 (soil properties); 2 (spatial posi-
tion); 10 (2 dominant predictors from each group of soil formation factors); 22 (5 dominant predictors 
from each group of soil formation factors); 42 (10 dominant predictors from each group of soil forma-
tion factors). The training dataset (TD) contained information on pH-H2O in the 0–30 cm soil layer 
for 612 soil profiles, and the validation dataset (VD) for 110 soil profiles. The values of the determina-
tion coefficients for models with different sets of predictors for the training sample (R 2

TD) were in the 
range of 0.70–0.86, which demonstrates high explanatory power of the models. However, the values 
of the determination coefficients in the validation sample (R 2

VD) varied in the range 0.05–0.28, which 
indicates a weak generalizing ability of models based on independent/new data, i.e. the model explains 
the variation in soil acidity slightly better than the average value. Reducing the number of predictors 
in the models to 42 and 22 did not lead to a significant increase in R 2

TD (0.85 and 0.84, respectively) 
and R 2

VD (0.25 and 0.28, respectively) compared with the model with 92 predictors (R 2
TD = 0.86; 

R 2
VD = 0.23). A comparison of all models showed that the model with 22 predictors has the best mod-

eling efficiency indicators: R 2
TD = 0.84; R 2

VD = 0.28; RMSEVD = 0.44 (Root Mean Square Error); 
MAPEVD = 4.8 (Mean Absolute Percentage Error); MAEVD = 0.29 (Mean Absolute Error). The values 
of pH-H2O of soils ranged from 4.6–8.8. According to the map, the studied soils belong to groups with 
strongly acidic (5.0–6.0), slightly acidic (6.0–6.5), neutral (6.5–7.5) and slightly alkaline (7.5–8.5) 
reactions. Highly acidic and slightly acidic soils were found in the soils of the northern, western and 
southern parts of the Toguchinsky district, whereas the soils of the eastern and partly central parts of 
the region were characterized by a neutral and slightly alkaline reactions.

Keywords: predictors, SAGA GIS, FABDEM, Landsat-5 TM, SoilGrids, WorldClim, Western Siberia
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