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Представлены результаты исследований, направленных на автоматизацию процесса карти-
рования типов растительности для горно-экологического мониторинга территории Дальнего 
Востока России с  использованием мультиспектральных спутниковых снимков. Выделяются 
следующие типы растительности: кустарники и  травы; хвойный, лиственный и смешанный 
лес. Исходными данными являются снимки со спутников Sentinel-2 в периоды максимальной 
вегетации растений и  от конца листопада до  выпадения снега, а  также карты высот лесного 
полога GFCH (англ. Global Forest Canopy Height) 2019. Методика использует полносвязную 
нейронную сеть, обученную на специально подготовленных наборах данных, сформирован-
ных с помощью разработанного алгоритма распознавания типов растительности. Всего было 
создано 12 вариантов наборов данных, содержащих разные комбинации исходных данных, 
состоящих из спутниковых снимков, рассчитанных вегетационных индексов и масок наличия 
леса, построенных по картам высот лесного полога. Получаемая с помощью нейронной сети 
карта типов растительности позволяет проводить предварительную оценку состояния биоце-
ноза по  спутниковым снимкам, что актуально для экологического мониторинга территории 
горных работ.
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Введение

Добыча полезных ископаемых оказывает интенсивное воздействие на растительность, вплоть 
до полной деградации биоты и потери устойчивости природных экосистем. В таких условиях 
важной задачей становится мониторинг процесса деградации растительности. Её решение 
позволит принимать соответствующие меры по восстановлению растительности. Стоит отме-
тить, что разные типы растительности по-разному реагируют на загрязнения, возникающие 
в процессе добычи полезных ископаемых, что необходимо учитывать при проведении эколо-
гического мониторинга.

Решение задачи экологического мониторинга требует объективных данных о  состоя-
нии растительности. Их получение можно обеспечить двумя основными способами: с помо-
щью полевых наземных исследований или с  помощью данных дистанционного зондирова-
ния Земли (ДЗЗ). Данные, собранные в  полевых условиях, позволяют получить наиболее 
точную информацию о  состоянии территории в  сравнении с  данными со спутников. Но их 
получение требует больших временных и материальных затрат, а также привлечения соответ-
ствующих специалистов. В свою очередь, данные ДЗЗ, несмотря на более низкую точность, 
обеспечивают более регулярную оценку состояния растительности, при меньших времен-
ных и материальных затратах. Таким образом, для предварительной оценки предпочтитель-
нее пользоваться методами ДЗЗ, а  в случае обнаружения нарушений, проводить наземные 
исследования.

Существуют различные способы оценки состояния растительности по  данным ДЗЗ, 
в  основу которых входит расчёт различных спектральных индексов по  спутниковым сним-
кам (Белова, Ершов, 2019; Jiang et  al., 2021; Kayet et  al., 2022; Suárez-Fernández et  al., 2025; 



274� Современные проблемы ДЗЗ из космоса, 23(5), 2026

С. А. Орлов и др.  Автоматическое картирование типов растительности по данным спутниковых наблюдений…

Varouchakis et al., 2025). В большинстве исследований используются вегетационные индексы. 
Наиболее популярные из них  — индекс NDVI (англ. Normalized Difference Vegetation Index) 
и его модификации (Султанова и др., 2025; Dedeoğlu et al., 2020; Elhag et al., 2021). При этом 
не во всех таких работах учитывается тип растительности, что важно для более точной оценки 
её состояния (Жучков, Фетисов, 2024; Ковалёв, 2016). Для определения типов растительности 
обычно используют данные из соответствующих реестров. В  случае же их отсутствия, при-
меняются методы картирования на основе спутниковых данных. В зависимости от исследу-
емой территории, сами методы и получаемые с их помощью карты могут сильно отличаться 
от реальных данных. По этой причине актуально рассматривать каждую изучаемую террито-
рию отдельно.

В  настоящей работе в  качестве исследуемой территории выступает Хабаровский край. 
Для этого региона в  открытом доступе присутствуют только карты низкого пространствен-
ного разрешения (Кашницкий и  др., 2016), не  обеспечивающие достаточную точность 
информации для проведения оценки состояния растительности на определённых участках, 
в частности вблизи мест добычи полезных ископаемых.

Исходя из вышеизложенного, цель данной работы заключается в  разработке методики 
автоматического картирования типов растительности вблизи территорий горных работ 
по  спутниковым данным. Рассматриваются следующие типы растительности: кустарники 
и трава; хвойный, лиственный и смешанный лес. Особое внимание в исследовании уделяется 
определению типов лесных массивов. В  основе применяемого подхода лежит использова-
ние полносвязной нейронной сети. Получаемая карта позволяет проводить предварительную 
оценку состояния биоценоза вблизи территории горных работ. Апробация методики прово-
дилась на участке территории Хабаровского края. 

Исходные данные

В  качестве исходных данных использовались снимки территории Дальневосточного Феде
рального округа со спутников Sentinel-2. Рассматривались два временных периода 2019 г.: 
период максимальной вегетации растений и период от конца листопада до выпадения снега. 
Для краткости эти периоды обозначаются S и W соответственно. Их выбор обусловлен тем, 
что хвойный лес лучше виден на снимках в период W, в то время как остальные типы расти-
тельности лучше определяются на снимках в период S.

Также в  работе использовались карты высот лесного полога GFCH (англ. Global Forest 
Canopy Height) 2019 (Potapov et  al., 2021). Они позволяют оценить высоту деревьев в  лесах 
Дальнего Востока. Карты 2019 г. на момент написания статьи являются последними из 
доступных.

Таблица 1. Используемые каналы снимков Sentinel-2

Канал Диапазон спектра Обозначение Длина волны, нм Разрешение, м

B02 Синий BLUE 458–523 10
B03 Зелёный GREEN 543–578
B04 Красный RED 650–680
B08 Ближний инфракрасный NIR 785–900
B11 Коротковолновый инфракрасный SWIR1 1565–1655 20
B12 SWIR2 2100–2280

П р и м е ч а н и е: NIR (англ. near infrared), SWIR (англ. short wave infrared).

Спутниковый снимок Sentinel-2 содержит 13 каналов значений интенсивности света 
в различных спектральных диапазонах, но в настоящей работе используются только 6 кана-
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лов. Выбор этих каналов обусловлен тем, что они чаще встречаются на снимках других кос-
мических аппаратов. Исходя из этого, для предложенного метода картирования можно 
использовать снимки любых спутников, имеющих высокое или среднее пространственное 
разрешение, например спутников семейства Landsat. Характеристики применяемых каналов 
представлены в табл. 1.

Картирование типов растительности

Для определения типов леса на спутниковых снимках в  данном исследовании применялась 
FCNN (англ. Fully Connected Neural Network). Такие сети имеют ряд преимуществ для реше-
ния рассматриваемой задачи. К  ним можно отнести простоту реализации и  эффективную 
работу с  небольшими наборами данных, так как каждый нейрон в  слое соединён со всеми 
нейронами предыдущего и следующего слоёв. Это позволяет модели лучше учитывать взаи-
мосвязи между различными признаками.

Используемая в  работе сеть FCNN включает четыре слоя. Входной и  выходной слои 
содержат по 128 нейронов, между ними расположены два скрытых слоя по 64 нейрона каж-
дый. В  качестве функции активации применялась функция ReLU (англ. Rectified Linear 
Unit) (Agarap, 2018). В дальнейшем представленная архитектура обозначается как DVT (англ. 
Determination of Vegetation Type).

Для обучения сети DVT подготовлены карты типов растительности, построенные с помо-
щью разработанного алгоритма, основанного на комбинации вегетационного индекса SARVI 
(англ. Soil Adjusted and Atmospherically Resistant Vegetation Index) (Haboudane, 2004) и  ком-
поненты Greenness, рассчитанной методом TCT (англ. Tasseled Cap Transformation) (Shi, Xu, 
2019).

Показатель SARVI  — это спектральный индекс, предназначенный для измерения плот-
ности и  состояния зелёной растительности по  спутниковым снимкам, который обладает 
устойчивостью к атмосферным и почвенным искажениям. Его расчёт проводился по формуле 
(Haboudane et al., 2004):
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где L и  a  — коэффициенты, компенсирующие влияние отражательной способности почвы 
и атмосферных искажений. Их обычные значения: L = 0,5, a = 1.

Методика TCT  — это метод обработки спутниковых данных дистанционного зондиро-
вания, который преобразует исходные спектральные каналы в компоненты, более информа-
тивные для анализа ландшафта. Выделяются три главные компоненты: Brightness, Greenness 
и  Wetness. При этом для распознавания растительности достаточно учитывать только ком-
поненту Greenness. Она является количественным показателем, характеризующим наличие, 
плотность и  фотосинтетическую активность растительности с  привлечением мультиспек-
тральных данных. Данная компонента вычисляется по формуле (Shi, 2019):
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(2)
Блок-схема алгоритма представлена на рис. 1.
Для формирования обучающей выборки использовался следующий алгоритм:
1)	 определение растительности на спутниковых снимках с  помощью вегетационного 

индекса SARVI, вычисляемого по формуле (1);
2)	 установление зоны произрастания леса по данным GFCH 2019;
3)	 зона растительности, которая не  относится к  лесу, определяется как «кустарники 

и травы»;
4)	 расчёт компоненты Greenness методом TCT по  спутниковым снимкам Sentinel-2 

в периоды S и W по формуле (2);
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5)	 построение масок классов, полученных с помощью бинаризации компонент Greenness 
по порогу, подобранному методом Оцу;

6)	 определение зоны классов леса (хвойный, лиственный и смешанный) наложением 
полученных масок друг на друга;

7)	 объединение всех полученных классов в одну карту типов растительности.

Рис. 1. Блок-схема алгоритма распознавания растительности

Стоит отметить, что алгоритм для своей корректной работы требует наличия спутни-
ковых данных в  периоды S и  W с  примерно равными соотношениями пикселей определяе-
мых классов лесного массива и  карты высот лесного полога на исследуемой территории. 
Основная проблема алгоритма заключается в  жёстких требованиях к  входным данным, что 
может вызывать сложности, так как не  всегда исследуемая территория будет удовлетворять 
этим требованиям. В связи с этим и была обучена нейронная сеть.

Результаты

Для обучения сети DVT сформированы наборы данных, характеризующие состояние 
биоценоза рассматриваемой территории в  периоды S и  W. Размеченные данные представ-
лены картами типов растительности, построенными приведённым ранее алгоритмом. Общая 
площадь территории, входящей в  наборы данных, составила 13 107 км2. Апробация модели 
проведена на территории площадью 2621 км2 и  не являющейся частью исходного набора 
данных.

На картах выделяются следующие типы растительности: кустарники и  травы; хвойный, 
лиственный и смешанный лес. Пример карты представлен на рис. 2: слева — карта типов рас-
тительности, а справа — спутниковые снимки поверхности в периоды S и W.

Подготовлено 12 вариантов обучающих наборов данных. Они состоят из различных ком-
бинаций входных данных и включают:

•	 спутниковые снимки в периоды S или W, или пары снимков за оба периода (SW);
•	 индексы SARVI, рассчитанные для каждого снимка;
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•	 бинарные маски, построенные по  картам GFCH 2019 и  отображающие наличие леса 
на снимках.

Рис. 2. Карта типов растительности и снимки поверхности в периоды S и W

Каждой обученной сети присваивалось имя по следующему шаблону:
*Период*_*Данные*_*Маска*.
Здесь:
*Период* — S, W или SW; 
*Данные* — Sent (только снимки со спутников Sentinel-2) или All (Sent и вегетационный 

индекс SARVI); 
*Маска* — Fst (если используется маска наличия леса, иначе метки нет).
Нейронные сети, обученные на данных, содержащих снимки в периоды S, W и SW, будем 

называть моделями S, W и SW соответственно.

Таблица 2. Оценки точности работы моделей DVT

Модель mIoU AUROC F1-score Accuracy Precision Recall

S_Sent 0,5365 0,8123 0,5264 0,5524 0,6140 0,5243
S_All 0,5222 0,8022 0,5130 0,5513 0,5922 0,5223
S_Sent_Fst 0,7039 0,8533 0,7037 0,7100 0,7584 0,7074
S_All_Fst 0,7092 0,8609 0,7190 0,7376 0,7477 0,7350
W_Sent 0,5650 0,8354 0,5450 0,5906 0,6082 0,5674
W_All 0,5572 0,8358 0,5307 0,5838 0,6065 0,5612
W_Sent_Fst 0,6779 0,8545 0,6710 0,7150 0,7277 0,7104
W_All_Fst 0,6870 0,8560 0,6871 0,7147 0,7323 0,7095
SW_Sent 0,7624 0,9179 0,7552 0,7773 0,8011 0,7539
SW_All 0,7750 0,9166 0,7598 0,7848 0,7966 0,7574
SW_Sent_Fst 0,8603 0,9308 0,8785 0,8919 0,9045 0,8888
SW_All_Fst 0,8826 0,9341 0,8965 0,9054 0,9199 0,9010
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В  итоге были обучены 12 моделей DVT. В  табл. 2 представлены результаты сравнения 
карт, полученных этими моделями, с  эталонными по  метрикам: mIoU, AUROC, F1-score, 
Accuracy, Precision, Recall (Maxwell et al., 2021).

Из табл. 2 видно, что лучшие результаты показали модели SW. Однако в случаях, когда 
доступен снимок только для одного временного периода, можно использовать соответству-
ющие ему модели S или W. Также, исходя из представленных в  табл. 2 результатов, можно 
сделать вывод, что вне зависимости от  рассматриваемых временных периодов, более высо-
кие результаты демонстрируют модели, при обучении которых применялись наборы данных, 
содержащие вегетационные индексы SARVI и  маски наличия леса по  картам GFCH 2019. 
При этом наибольшее влияние на повышение точности классификации оказали маски нали-
чия леса. В свою очередь, добавление вегетационных индексов повысило точность классифи-
кации незначительно.

На рис. 3 представлены примеры работы моделей DVT, показавших лучшие результаты 
для всех временных периодов.

Рис. 3. Снимки в периоды S, W (слева) и исходная карта типов растительности  
(посередине); результаты работы моделей DVT (справа)

Выводы

В  работе проведено сравнение 12 моделей полносвязной нейронной сети DVT для карти-
рования типов растительности по  спутниковым снимкам территории Хабаровского края 
Российской Федерации. Для обучения каждой из них подготовлены наборы данных, состо-
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ящие из снимков со спутников в  периоды максимальной вегетации растений или от  конца 
листопада до  выпадения снега, или содержащие пары снимков из обоих этих периодов. 
В качестве дополнительных каналов использовались вегетационные индексы SARVI и маски 
наличия леса, построенные по картам GFCH 2019.

Лучшие результаты показала модель, обученная на наборе данных, содержащем спут-
никовые снимки из обоих временных периодов и  два упомянутых выше дополнительных 
канала. Если доступна только часть данных, карту типов растительности можно построить и с 
помощью модели, соответствующей имеющимся данным, но с меньшей точностью.

Получаемая карта типов растительности позволяет проводить предварительную оценку 
состояния биоценоза, что актуально для экологического мониторинга.

Результаты исследований, связанные с  разработкой архитектуры и  обучением полно-
связной нейронной сети DVT, получены за счёт средств гранта Российского научного фонда 
(проект № 24-11-20029). Работа над остальной частью статьи выполнена в  рамках государ-
ственного задания Минобрнауки России для Хабаровского федерального исследовательского 
центра ДВО РАН (номер госрегистрации темы 122012100026-1).
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Automatic mapping of vegetation types using  
remote sensing data for mining areas

S. A. Orlov, K. S. Tsygulev, R. A. Sekrieru,  
A. A. Avershin, T. V. Kozhevnikova, S. I. Smagin

Computing Center FEB RAS, Khabarovsk 680000, Russia  
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This paper presents the results of research aimed at automating the process of vegetation type map-
ping for environmental monitoring of mining areas in the Russian Far East using multispectral satellite 
imagery. The following vegetation types are identified: shrubs and grasses; coniferous, deciduous, and 
mixed forests. The input data include Sentinel-2 satellite images acquired during peak vegetation and 
during the period from the end of leaf fall to the onset of snow cover, as well as Global Forest Canopy 
Height 2019 canopy height maps. The methodology employs a fully connected neural network trained 
on specially prepared datasets generated using a developed vegetation type recognition algorithm. 
In  total, 12 dataset variants were created containing different combinations of input data, including 
satellite imagery, calculated vegetation indices, and forest presence masks derived from canopy height 
maps. The vegetation type map produced by the neural network enables a preliminary assessment of 
biocenosis conditions based on satellite imagery, which is highly relevant for environmental monitoring 
of mining territories.
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